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Abstract—Deep Learning has a hierarchical network
architecture to represent the complicated feature of in-
put patterns. We have developed the adaptive structure
learning method of Deep Belief Network (DBN) that can
discover an optimal number of hidden neurons for given
input data in a Restricted Boltzmann Machine (RBM)
by neuron generation-annihilation algorithm, and hidden
layers in DBN. We examined to the learning method
to medical open database: CXR8. The CXR8 is one of
the most commonly accessible radiological examination
for screening and diagnosis of many lung diseases. This
paper describes our method accuracy of the classification
and localization for the given bounding box(B-Box). The
classification ratio for 8 diseases were almost 100% score.
A new localization method for DBN is proposed here and
the discrete heatmap, the likelihood map of pathologies,
was automatically constructed.

I. はじめに
Deep Learningとは大規模な階層構造を持ったニュー

ラルネットワークにおける学習法 [1], [2]であり，従来
の階層型ニューラルネットワークとの最大の違いは事前
学習にあると言われている．最も知られたDeep Learn-

ing学習法は，Convolutional Neural Network(CNN)[3]

であろう．CNNには，Convolutional層と Pooling層を
組み合わせながら，複数のフィルタと呼ばれる検出器
のパラメタを自動で学習する仕組みがあり，畳み込み，
位置不変性，合成性の 3個の特徴を実現している．これ
らの層をうまく組み合わせながら，独自の階層構造を
構築するためには相当のスキルが必要であるため，精
度の高いネットワークとして知られている，AlexNet

[4], GoogLeNet [5], VGG16 [6], ResNet [7]など，既存
の学習済のネットワークを用いて，再学習を行う転移
学習と呼ばれる手法により，Deep Learningを応用し
ている．しかしながら，高精度なシステムを構築する
ためには，転移学習よりも該当するデータのみを用い
て学習する必要があるが，ネットワーク構造やパラメ
タ設定などは試行錯誤的に求めなければならなかった．
我々はこのような問題を解決するために，入力データ

に応じて適切なネットワーク構造を探索する構造適応
型学習法を，尤度の概念を取り入れたDeep Learning手
法である Restricted Boltzmann Machine(RBM)[9]，及
び事前学習したRBMを階層化し学習するDeep Belief

Network(DBN)[10]において開発した [11]．構造適応型
学習法では，入力データ空間に応じて適切なRBMの隠
れニューロン数，及びDBNの隠れ層数が学習中に自動
で探索され，画像ベンチマークデータセットCIFAR-10

及びCIFAR-100[12]に対し，従来手法よりも高い分類
精度が得られている [13], [14], [15]．
本論文では，医療データベースとして，公開されて

いる胸部 X線画像のベンチマークテスト ChestX-ray8

(CXR8)[19]に対し，構造適応型DBN学習法を適用し
た．データベースでは，癌とその他の異常に分類され
ており，その形状等に応じてさらに細分化され，結果
として 8個の疾患 (癌を含む)に対する判定が行えるよ
うになっている．文献 [19]では，Caffe framework[8],

AlexNet, GoogleNet, VGGNet-16, ResNet-50などの手
法に対して ROC曲線が記載されていた．構造適応型
DBN学習法を適用した結果，これらのすべての CNN

手法よりも高い精度を示していた．さらに，文献では，



“Bounding Box for Pathologies”が与えられている．こ
れは，少数の病理を伴う画像に対してラベル付けされ
たもので，疾患の局所的な位置を評価するために利用
する．病巣部分については，強い判定箇所は赤で，だ
んだんと色が黄色くなるように表示されるHeatmapが
表示される．しかしながら，文献ではCNNによる分類
手法のみが適用されており，このままでは構造適応型
DBN学習法に適用できない．本論文では，DBN用に
Heatmapを表示できるように改良し，病巣が発見され
たレントゲン写真に対し，その部分を離散的Heatmap

として表示したので，ここに報告する．

II. 構造適応型 DEEP BELIEF NETWORK学習
A. Restricted Boltzmann Machine

RBM[9]は図 1のように可視層と隠れ層の 2層から
構成されるネットワーク構造を持ち，確率分布に基づ
いて入力データに含まれる特徴を隠れニューロン上で
学習することができる教師なし学習モデルである．

RBM では与えられた入力データに対して式 (1)

のエネルギー関数を最小にするパラメタ θ =
{b, c,W } が最尤推定により求められる．ここで，
b = {b1, · · · , bi, · · · bI}, c = {c1, · · · , cj , · · · , cJ},W =
{W11, · · ·Wij , · · · ,WIJ}である．
E(v,h) = −

∑
i

bivi −
∑
j

cjhj −
∑
i

∑
j

viWijhj , (1)

p(v,h) =
1

Z
exp(−E(v,h)), (2)

Z =
∑
v

∑

h

exp(−E(v,h)) (3)

ここで，viは i番目の可視ニューロンの状態変数，hj
は j番目の隠れニューロンの状態変数である．biは vi
に対するパラメタ，cjは hjに対するパラメタ，Wijは
vi と hj 間の重みである．v ∈ {0, 1}I と h ∈ {0, 1}J
はそれぞれ可視層と隠れ層に含まれるニューロンの状
態変数のベクトルであり，Iと J は可視ニューロン数，
隠れニューロン数である．式 (2)は入力 vと hの確率
分布である．式 (3)のZは分配関数 (partition function)

であり，vと hの全ての 2値のパタンの組み合わせに
対するエネルギーを示す．最適なパラメタ θは与えら
れた入力データの尤度 p(v|θ)を最大化することで求め
られるが，モデルの尤度に含まれる分配関数Zの計算
は現実的に困難である．そのため，この値を推定する
ために Contrastive Divergence(CD)法 [20]のサンプリ
ングによって近似が行われる．このサンプリングの過
程で条件付き確率である連続値が 2値に変換されてし
まい，機械学習が収束するための条件である連続性を
満たさない状態を生じることが考えられる．この問題
に対して文献 [21], [22]では，RBMの各パラメタの変
分がリップシッツ連続で，その上限がシャッテンノル
ムにより与えられ，これを満たすことで学習が収束す
ることが示されている．
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図 1. RBMネットワーク構造

B. Deep Belief Network

Deep Belief Network(DBN) は，事前学習を行った
RBMを複数積み重ねることで入力データの特徴を階
層的に学習することができる Deep Learning手法であ
る [10]．図 2は 4つのRBMを持つDBNのネットワー
ク構造を示している．入力データを h0 = vとすると，
l(> 0)層目の RBMの j番目の隠れニューロンの発火
確率は式 (4)のように定義される．

p(hlj = 1|hl−1) = sigm(clj +
∑
i

W l
ijh

l−1
i ) (4)

ここで，clj とW l
ij はそれぞれ l層目の RBMの j番目

の隠れニューロンのパラメタと i, j番目の重みである．
sigm()はシグモイド関数で，文献 [10]と同じ関数を使
用している．DBN自体はRBMを積み重ねたモデルで
あるため教師なし学習モデルであるが，最上位層に出
力層を加え，ソフトマックス法等により計算された出
力値と教師信号との誤差 (損失)を最小化することで，
教師あり学習として適用できる (Fine-Tuning)．ソフト
マックス法では，与えられた入力データがカテゴリ k
に属する確率 ykが式 (5)により求められる．

yk =
exp(zk)∑M
j=1 exp(zj)

(5)

ここで，zj は出力層における j番目のニューロン出力
活性値である．M は出力層のニューロン数である．

C. ニューロン生成／消去アルゴリズム
階層型ニューラルネットワークでは，入力データに対

して十分な隠れニューロン数があれば学習が進むにつ
れて重みの変分は小さくなり，ある一定の値に収束す
ると考えられる．一方，この条件を満たさず重みが収束
しない場合は，学習データに対するネットワークの表
現能力が不足しており，データのパタンを隠れニュー
ロン上で表現できていないことが原因だと考えられる．
このような場合，関連する位置に十分な数の隠れニュー
ロンを挿入することでデータのパタンを表現できると
考えられる．文献 [23]では学習中における重みの変
分ベクトルをWalking Distance(WD)と定義している．
WDは式 (6)により，τ − 1回目までの学習によるパラ
メタの変分と τ 回目の学習のパラメタの変分の和によ
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図 2. DBNネットワーク構造

り計算される．

WDj [τ ] = γWWDj [τ − 1]

+(1− γW )Met(W j [τ ],W j [τ − 1])(6)

ここで，W j [τ ] は τ 回目の学習における隠れニュー
ロン j に関連する重みである．Metはベクトル間の
距離を計算する関数で，本論文ではユークリッド距離
Met(a, b) =

∑N
i=1

√
(ai − bi)2を用いる．γW は τ − 1

回目までの変分と τ 回目の変分の影響度を調整するパ
ラメタで 0 < γW < 1である．文献 [23]ではある一定
回数の訓練後，隠れニューロン jのWDj [τ ]の値が予
め定められた閾値よりも大きい場合，その隠れニュー
ロンの重みを 2分割し，新しく隠れニューロンを追加
する手法が提案されている．
階層型ニューラルネットワークと異なり，RBMには

3種類の学習パラメタ θ = {b, c,W }がある．我々の
調査では，RBM学習における 3つのパラメタは，隠れ
ニューロンに関するパラメタ cと重みW が隠れニュー
ロンの学習状況によって変化し，入力に関するパラメタ
bが入力データの分布に応じて変化することが分かっ
た [24]．各パラメタのWDは式 (6)のWDj [τ ]の計算
方法により求めた．すなわち，τ −1回目までの学習に
よる変分と，τ 回目の学習の変分の和に基づいて，各
パラメタの変分が計算される．本論文では，bは入力
に関するパラメタであるため考慮せず，cとW は隠れ
ニューロンの学習状況に依存するパラメタであるため，
この 2つの変分の積空間を用いた指標を考え，ニュー
ロン生成の条件を式 (7)に示すように定義した．

WDcj ·WDWj
> θG, (7)

WDcj = γcWDcj

+(1− γc)(|cj [τ ]− cj [τ − 1]|), (8)

WDWj
= γWWDWj

+(1− γW )Met(W j [τ ],W j [τ − 1])(9)

ここで，WDcj，WDWj
はそれぞれ j番目の隠れニュー

ロンに関するパラメタと重みに関する学習の変分であ
り，0以上の値をとる．これらは，式 (6)と同様の計

算方法で求められ，隠れニューロン jに関連する cjと
W jの変分が観察される．θGはニューロン生成に関す
る閾値であり θG > 0の値をとる．θGの値が小さくな
るに従って，ニューロン生成条件は満たされやすくな
る．学習中に式 (7)を満たす隠れニューロンがある場
合，該当する隠れニューロンの属性を継承したニュー
ロンが式 (10)のように生成され，図 3(a)のように隣接
する位置に挿入される [11]．

cnewj = cj +N(0, σ2), Wnew
ij = Wij +N(0, σ2) (10)

一方，入力データに対して十分な数の隠れニューロ
ンが生成された後，そのうち出力に寄与していない，
すなわち冗長な値を出力する隠れニューロンが存在す
る場合がある．構造適応型 RBMでは，一定の学習の
後，式 (11)を満たす隠れニューロンが存在すれば，該
当する隠れニューロンを図 3(b)のように消去する．式
(11)ではすべての入力データに対する隠れニューロン
の出力値の平均を観察し，その値が一定の閾値以下の
ニューロンを冗長なニューロンとみなし，削除する．

1

N

N∑
n=1

p(hj = 1|vn) < θA (11)

ここで，p(hj = 1|vn)は n番目の入力データ vnを与
えた際の隠れニューロン hj の発火確率を示している．
θAはニューロン消去に関わる閾値であり，0 < θA < 1
の値をとる．

D. 層の生成条件
事前学習において学習が適切に行われれば，上位層

ほど与えられた入力データに対するエネルギーやパラ
メタの変化が小さくなることを用いて，DBNにおける
層の生成条件を提案した．
構造適応型 RBMにおけるニューロン生成アルゴリ

ズムでは学習中のWD(パラメタ cとW の変分)を観
察したが，構造適応型DBN[13]では個々のRBMでは
なくネットワーク全体のWDとエネルギーを式 (12)と
式 (13)を用いて観察した．

k∑
l=1

WDl > θL1, (12)



図 4. 離散的ヒートマップ計算の概要
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図 3. 構造適応型 RBM学習法

k∑
l=1

El > θL2 (13)

ここで，WDl =
∑J

j=1(WDl
cj ·WDl

Wj
)であり，WDl

cj

とWDl
Wj
はそれぞれ l層目のRBMにおける cjとW j

に関するWDを示している．El はエネルギー関数で
ある．θL1，θL2は予め与えられる閾値である．ある k
層目のRBMの学習中に式 (12)及び式 (13)を同時に満
たす場合，入力データに対するネットワーク全体の表

現能力が不足していると考え，k層目の学習が終了し
た時点で，k+1層目のRBMを生成し学習を行う．こ
こでもRBMのニューロン生成アルゴリズムと同様に，
k + 1層目の RBMのパラメタ b，c，W の初期値が k
層目の RBMから継承される．

III. 構造適応型 DBNに対する離散的ヒートマップ
計算

文献 [19] で述べられている CNN では，最終層の
Pooling層や全結合である予測層において，単純に分
類するだけでなく，疾病の可能性を表現可能な「ヒー
トマップ」を出力していた．ヒートマップは温度表示
のように，高い確率であれば赤色で，低い確率であれ
ば青色で表示する．Pooling層までの重みと最終層で
ある全結合層の重みの積によって，ヒートマップを形
成している．文献 [19]では，一般的なMax Pooling手
法や Average Pooling手法の他に，式 (14)で定義され
る，Log-Sum-Exp(LSE) Pooling手法を利用している．

xp =
1

r
· log

⎡
⎣ 1

S
·

∑

(i,j)∈s
exp(r · xij)

⎤
⎦ (14)

ここで，xij は，プーリング領域 Sの局所的な位置で
ある (i, j)の活性値であり，S は Sの位置の総数であ
る．ハイパーパラメタ rを制御することで，プールさ
れる値は，rを無限大に近づけた時の Sの最大値から
rを 0に近づけた時の平均値までの範囲で定められる．



LSE関数は計算上の問題点から式 (15)に変形される．

xp = x∗+
1

r
· log

⎡
⎣ 1

S
·

∑

(i,j)∈s
exp(r · (xij − x∗))

⎤
⎦ (15)

さらに，文献 [19]では，Convolutional層からPooling

層への接続において，画像の部分的な特徴を示す複数
種類のフィルタが与えられ，学習によって更新される．
2種類の層からなる CNNで最終的に出力層への写像
を求めるとき，教師信号に対する学習が行われる．一
般的なCNNでは，Softmaxなどの手法が利用されてい
る．文献 [19]では，この計算に基づいて，入力画像の
フィルタに対する活性・不活性を定め，教師信号に対す
る一致度として，ヒートマップを積和によって表現し
ていると考えられる．ヒートマップの強度は，[0, 255]
の範囲で与えられるが，閾値 {60, 80}によって変換さ
れた分布により表現している．

DBNにおいては，このヒートマップを最終層のRBM

の隠れニューロンと，出力層の Softmaxによる学習に
よって作成する．一般的な CNNにおいては，フィル
タと画像は，行列計算により行われているが，DBNに
おいては一次元の配列で表現されたニューロンに並び
替えるときに，同じ方向 (軸)の配列の情報のみを保持
するだけで，他方の軸に関する情報は保持されておら
ず，画像の位置とニューロンの位置に明確な関係はな
い．この問題を解決するために，文献 [25], [26]で提
案したマルチモーダルな異種データ学習手法により，
データ配列を最小のブロックに分割し，そのブロック
内ではデータの順序を保ちながら構造適応型学習を実
現する手法を適用した．この手法は，RBMの計算時
間を短縮するために，入力データ間の類似性に基づい
て入力の並びをソートする手法であるが，この過程で，
隠れニューロンの出力パタンに関し，高い類似性を持
つ隠れニューロンを見つけ，高い類似性をもつニュー
ロン同士を並び替えることができる．隠れニューロン
が発火する入力パタンを発見することで，高次元や複
数種類のデータにおいて，類似する (同時に発火する)

パタンを同一ブロックとして表現することができる．
文献 [19]では，ヒートマップは連続的な色の変化と

して見ることができるが，本論文の手法は，Pooling層
による代表値表現方法を用いていないため，強度をそ
のまま [0, 255]の範囲で表現し，これを「離散的ヒート
マップ」として用いる．図 4は，「離散的ヒートマップ」
の作成の概要を示している．与えられた入力パタンに
対し前向きの計算を行い，最終層の RBMの出力パタ
ンと Softmax層の重みの積を計算する．ヒートマップ
を作成するために，積の演算により得られたパタンか
ら入力層に向けて逆向きの計算を行い，入力画像にお
ける各位置の発火確率を求める．発火確率が高いほど，
濃い赤色で表示するヒートマップを作成することがで
きる．疾患の局所的な位置を評価するために利用する
ために，“Bounding Box for Pathologies”が文献 [19]に
は用意されている．本論文では，この Bounding Box

を用いて疾病の位置検出を試みた．

表 I
CXR8 のカテゴリ

分類 データ数
正常 正常: No Finding 60,361

異常

癌 形状大：Mass 5,782
形状小：Nodule 6,331

その他

肺拡張不全：Atelectasis 11,559
心肥大：Cardiomegaly 2,776
胸水：Effusion 13,317
肺浸潤：Infiltration 19,894
肺炎：Pneumonia 1,431
気胸：Pneumothora 5,302

合計 112,120

図 5. ROC曲線

IV. 実験
A. 構造適応型 DBNによる CXR胸部 Xベンチマーク
画像の分類
「ChestX-ray8 (CXR8)」は，文献 [19]によって公開
されている胸部X線画像のベンチマークテストである．
30,805人の患者から収集した 112,120枚の胸部X線画
像が含まれており，表 Iに示すように，各画像は，正
常ラベル及び 8種類の異常ラベルに分類される．これ
らの 8種類の異常ラベルの中には，癌に関連する症状
として，“Mass”と “Nodule”が定義されている．なお，
全 112,120個のデータは，訓練データ 86,524個とテス
トデータ 25,596個に予め分割されている．
提案手法の構造適応型 DBNを用いて CXR8の学習

を行った．提案手法の学習パラメタとして，勾配の学
習手法を Stochastic Gradient Descent (SGD)，学習係数
を 0.01，バッチサイズは 100，学習の最大反復回数を
500回，初期隠れニューロン数を 300とした．構造適
応型RBMのパラメタとして，θG = 0.050, θA = 0.100
とし，構造適応型DBNのパラメタとして，θL1 = 0.1，
θL2 = 0.1とした．これらのパラメタの値は，予備実
験の結果による最良の組み合わせである．
表 IIは，テストデータの各症状に対する分類精度を



表 II
CXR8 の分類精度

Accuracy
分類 ResNet-50 DBN 改良 FT法 DBN

正常 正常: No Finding - 90.0% 97.7%

異常

癌 形状大：Mass 56.0% 96.3% 98.6%
形状小：Nodule 71.6% 97.2% 98.1%

その他

肺拡張不全：Atelectasis 70.6% 94.5% 98.5%
心肥大：Cardiomegaly 81.4% 98.1% 99.2%
胸水：Effusion 73.6% 97.2% 98.7%
肺浸潤：Infiltration 61.2% 96.0% 99.4%
肺炎：Pneumonia 63.3% 99.9% 99.9%
気胸：Pneumothora 78.9% 98.1% 99.3%

示している．表 IIの “ResNet-50”は ResNet[7]と呼ば
れる深層学習モデルを用いた精度である．この数値は
文献 [19]に記載されているが，ResNetと比較して，提
案手法は全ての症状ラベルに対して高い分類精度を示
すことができた．表 IIの “改良 FT法 DBN”は，文献
[27]で述べられている Fine Tuning法を用いた結果で
ある．Fine Tuning法とは，誤判定を生じるケースに
対する特徴的なパスを抽出し，その一部分の重みを修
正することで，正しい計算結果を得る手法である．こ
の数値は文献 [19]に記載されている CNN手法のなか
で最も良い精度を示したものである．ResNetと比較し
て，提案手法は全ての症状ラベルに対して高い分類精
度を示すことができた．
図 5は，提案手法の各症状ラベルの分類結果に対す

る ROC(Receiver Operating Characteristic)曲線を示し
ている．ROC曲線とは，縦軸に，陽性を陽性と正しく
予測する率であるSensitivity，横軸に，陰性を誤って陽
性と予測する率である 1-Specificityをプロットした曲
線である．ROC曲線と縦軸と横軸で囲まれた面積がで
きるだけ大きいものほど良いモデルである．文献 [19]

に記載されているResNetの ROC曲線と比較して，図
5のROC曲線の方が，各症状に対して良い精度を示し
ている．

B. 離散的ヒートマップの表示
“改良 FT 法 DBN” のネットワーク構造を用いて，

離散的ヒートマップの抽出を試みた．疾患の局所的
な位置の評価に利用するために，“Bounding Box for

Pathologies”が文献 [19]には用意されている．文献に
は 983個の Bounding Boxがあると記載されていたが，
ダウンロードしたデータには，985個のBounding Box

が提供されていた．図 6(a)は，1つのBounding Boxに
対し行なった実験である．CXR8のある胸部X線画像
に対し，与えられた Bounding Boxの矩形を描画した
図を示しており，図 6(b)は，III節で述べた方法により，
この画像から抽出された離散的ヒートマップを示して
いる．図 6(a)と図 6(b)は同じ大きさの画像であり，図
6(a)において句形で囲まれている領域は，図 6(b)にお
いても，濃い赤色で描画されていた．実験は 985個に
対して離散的ヒートマップとレントゲン写真の位置検

(a) 元の画像

(b) 離散的ヒートマップ

図 6. Bounding Boxとの比較

出が一致しているかどうかを調査した．離散的ヒート
マップにおいて，濃度が一定以上 (256分の 170)を示
すすべての位置が，すなわちすべての赤色の位置が，
該当する Bounding Boxに含まれているものを正答と
し，この数を数えたところ，763個 (77.6%)となった．
ここで用いた Bounding Boxは手動で与えられた指標
を用いている．文献 [19]では，Appendixにおいて学
習結果から自動で領域の特定を行いていた．厳密な精
度の比較のためには，今後同様に領域の自動特定を検
討する必要がある．



V. おわりに
本論文では，胸部 X線画像のベンチマークテスト

CXR8を用いて構造適応型 DBN学習を行った．さら
に，学習した深層学習モデルを用いて，知識獲得を行っ
た．CXR8で学習した深層学習モデルは，Fine Tuning

前では 90%以上，Fine Tuning後では 97%以上の高い
確率で癌の有無を分類できている．ベンチマークテス
トを用いたシステムによる評価の結果，判定は概ね一
致していた．また，予め用意されているBounding Box

を用いた結果，病巣の位置を検出できたと考える．今
後は，学習後に自動で Bounding Boxのルール検出に
つながるよう，知識獲得手法の改良が求められるとこ
ろである．
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